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Представлен новый метод улучшения детализации изображе-
ний, направленный на восстановление или создание «галлюцина-
ций» мелкозернистых деталей естественных изображений, кото-
рый сохраняет хорошо детализированные участки нетронутыми. 
Для этого используется сверточная нейронная сеть, обученная с 
помощью выравненных фрагментов из пар изображений высокого и 
низкого качества, изображающих одну и ту же сцену. Методика 
обучения включает в себя новую функцию потерь на основе моду-
лированного сохранения, которая позволяет сконцентрировать 
обучение на областях изображения, требующих улучшения, сохра-
няя при этом все остальные области неизменными.  

Для решения проблемы крупномасштабной согласованности 
мелкозернистых деталей (например, целостности длинных прядей 
волос) предлагается создать сверточную нейронную сеть с вло-
женными ядрами сверток, что позволяет использовать фракталь-
ное самоподобие карт признаков, созданных на основе входного 
изображения. 

Эксперименты показывают явное улучшение субъективного ка-
чества мелкозернистых деталей (человеческих волос, ткани одеж-
ды) в областях изображения, которые пострадали от ухудшения 
детализации. Объективные измерения качества (с использованием 
безреференсных метрик качества изображения) показывают эф-
фективность метода по сравнению с современными методами 
улучшения изображения. 
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We present a novel method for image detail enhancement aimed at restoring or hallucinating fine-grained natural image details while re-
taining well-detailed areas intact. To that end, we employ convolutional neural network trained using aligned patches from pairs of high- 
and low-quality images depicting the same scenery. Our training procedure includes our novel modulated retention loss which makes 
the learning concentrate on image areas requiring improvement, while retaining the rest.  
To address the problem of large-scale consistency of fine-grained details (for example, integrity of long hair strands), we propose the 
use of nested convolution kernels, which allows leveraging fractal self-similarity of feature maps produced from the input image.  
Our experiments show clear improvement of subjective quality of fine-grained details (human hair, garment fabric) in image areas which 
suffered from detail degradation. Objective quality measurements (using non-reference image quality metrics) show competitive perfor-
mance of our method compared to the state-of-the-art image enhancement methods. 
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Введение 

Улучшение фотографических изображений - 
давняя задача в области обработки изображе-
ний и компьютерного зрения. Необходимость в 
улучшении возникает из-за различных недо-
статков фотографических изображений: шума 
фотосенсоров, недостаточного разрешения 
оптики камеры, низкой освещенности, ограни-
ченного динамического диапазона устройства 
формирования изображения и т.д. За десяти-
летия проделана огромная работа по улучше-
нию различных аспектов фотографических 
изображений, таких как контрастность, яркость, 
резкость, динамический диапазон, уровень шу-
ма, разрешение и т.д. В последнее время, на 
волне растущей популярности сверточных 
нейронных сетей (СНС), методы улучшения 
изображений, основанные на СНС, достигли 
значительного прогресса в улучшении качества 
изображения [1], [2]. 

Однако, многие методы улучшения изображений 
(в том числе основанные на СНС) направлены на улуч-
шение общих характеристик изображения, таких как 
яркость или динамический диапазон [3], [4], [5]. С другой 
стороны, многие методы, направленные на улучшение 
мелкозернистых деталей изображения, часто приводят 
к тому, что и без того четкие детали изображения ста-
новятся еще более четкими, что приводит к появлению 
нежелательных артефактов, в то же время не позволяя 
создать утраченные детали изображения в чрезмерно 

сглаженных областях. 
В отличие от этого, методы сверхразрешения на ос-

нове СНС, являющиеся одними из наиболее активно 
разрабатываемых и успешных методов улучшения изоб-
ражения, часто позволяют восстановить утраченные 
мелкие детали, сохраняя при этом хорошо детализиро-
ванные участки. Эти подходы, однако, обеспечивают 
улучшенную детализацию за счет увеличения разреше-
ния изображения, тем самым увеличивая требуемый 
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объем для хранения [1], [2]. 
В данной работе делается попытка преодолеть мно-

гие из вышеперечисленных недостатков. Предлагается 
основанный на СНС метод улучшения детализации 
изображений, использующий обучение с учителем, ко-
торый позволяет улучшать изображения с высоким раз-
решением (например, 4K) без изменения размера изоб-
ражения, восстанавливая или «галлюцинируя» согласо-
ванные детали изображения даже в гладких и зашум-
ленных областях, сохраняя при этом крупномасштаб-
ную целостность созданных деталей.  

Основные элементы представленного подхода: 
Процедура сбора обучающего набора данных с ис-

пользованием дуальных значений ISO/экспозиции обес-
печивает простой способ создания набора данных, со-
стоящего из пар попиксельно-выравненных изображе-
ний одной и той же сцены, со значительно различаю-
щимся качеством детализации и в то же время имею-
щих в целом одинаковые общие характеристики изоб-
ражения (такие, как яркость, контрастность и т.д.). 

Функция потерь на основе модулированного сохра-
нения составлена таким образом, чтобы направить про-
цесс обучения как на улучшение регионов с низким ка-
чеством изображения, так и на сохранение регионов с 
высоким качеством. 

Вложенные ядра сверток позволяют расширить ре-
цептивное поле СНС без увеличения количества обуча-
емых весов, в то же время обеспечивая крупномас-
штабную согласованность деталей. 

Здесь и далее используется сокращение «метод 
СНС-ВЯС» для обозначения предлагаемого метода. 
Обзор работ по улучшению изображений 

Улучшение изображений и, в частности, улучшение 
детализации изображений – это хорошо изученная об-
ласть с долгой историей разработок. Нерезкое маскиро-
вание [6] – хорошо известный и широко используемый 
метод, направленный на улучшение границ на изобра-
жении. Позже, Обри и др. [7] предложили использовать 
локальный оператор Лапласа для улучшения деталей. 
Такие подходы основаны на эвристических правилах и, 
как правило, не позволяют создать мелкозернистые 
детали в гладких областях изображения (где детали 
могли быть сглажены, например, в результате предше-
ствующей операции шумоподавления) и часто приводят 
к чрезмерной резкости и без того острых краев. 

В последнее время методы, основанные на СНС, 
получили широкое распространение для решения раз-
личных задач обработки изображений, включая улуч-
шение качества изображений. Игнатов и др. [5] разрабо-
тали метод преобразования фотографий, сделанных 
камерой мобильного телефона, в фотографии с каче-
ством дорогих зеркальных фотокамер. Этот метод ос-
нован на генеративных состязательных сетях (ГСС) [8] и 
предположении, что общее воспринимаемое качество 
изображения может быть разложено на три независи-
мые части: качество цвета, качество текстуры и каче-
ство контента, что приводит к соответствующему раз-
ложению функции потерь. В этой работе также пред-
ставлен обширный набор данных DPED, снятых цифро-

вой зеркальной фотокамерой и тремя недорогими каме-
рами смартфонов (синхронизированными между собой) 
в самых разных условиях. Поскольку пары обучающих 
изображений из этого набора не могут быть точно вы-
равнены, данный метод не может воспользоваться пре-
имуществами регрессии с пиксельным выравниванием, 
что ограничивает степень улучшения детализации, 
обеспечиваемую этим методом. Дальнейшее развитие 
этого подхода [9] использует идею циклически согласо-
ванных ГСС [10], позволяющую проводить обучение на 
непарных изображениях низкого и высокого качества. 
Несмотря на впечатляющее общее улучшение качества 
изображения (с точки зрения яркости, контрастности, 
насыщенности и качества цветопередачи), этому методу 
по-прежнему не хватает эффективности для улучшения 
мелких деталей. Другой метод, основанный на ГСС и 
циклической согласованности, [4] использует СНС типа 
UNet [11], дополненную глобальными признаками и ГСС 
Вассерштейна [12] с адаптивной схемой взвешивания и 
нормированием пакетов данных для повышения ста-
бильности обучения ГСС. Хотя такой подход позволяет 
улучшить общее качество изображений с точки зрения 
резкости и цветопередачи, он по-прежнему не позволяет 
восстановить размытые детали изображения. 

В то время как методы, основанные на обучении без 
учителя или со слабым учителем, обеспечивают значи-
тельное преимущество в виде простоты сбора обучаю-
щих данных, методы, обученные на парах пиксельно-
выравненных изображений низкого и высокого качества, 
по-прежнему являются наиболее эффективными с точки 
зрения мелкозернистой детализации. Одним из наибо-
лее популярных направлений таких методов, связанных 
с повышением детализации изображений, является 
сверхразрешение изображения на основе СНС. Приме-
ром такого подхода является метод [3], который сначала 
снижает разрешение изображения низкого качества в 4 
раза, затем обрабатывает результирующие признаковые 
карты низкого разрешения с помощью серии остаточных 
блоков, прежде чем интерполировать изображение об-
ратно до исходного разрешения. Использование моду-
лей desubpixel, предложенных в [3], позволяет добиться 
хорошего качества результирующего изображения, в то 
время как выполнение большей части обработки в низ-
ком разрешении помогает снизить вычислительную 
сложность. Другими примерами являются [1] и [2], кото-
рые выиграли конкурсы методов сверхразрешения 
NTIRE 2017 и NTIRE 2018, соответственно. Они добива-
ются своих результатов за счет тщательного проектиро-
вания остаточных блоков своих архитектур СНС, обу-
ченных в рамках одного и того же сценария на основе 
обучения с учителем. 

Еще одно важное направление методов улучшения де-
тализации изображений связано с алгоритмами устранения 
размытия. Например, работа [13] предлагает гибридный 
подход, объединяющий для решения этой задачи СНС и 
пространственно-вариативную рекуррентную нейронную 
сеть (РНС), а более поздняя работа [14] дополняет этот 
подход многозадачностью в работе СНС, что улучшает 
качество результирующих изображений, одновременно 
снижая вычислительную сложность метода. 
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Работы [15] и [16] предлагают методы сверхразре-
шения как на основе классических подходов, так и с 
использованием СНС. 

Наконец, новая волна эффективных методов сверх-
разрешения берет на вооружение различные механизмы 
внимания: например, метод [17] предлагает использовать 
блок внимания второго порядка (на основе матрицы ко-
вариаций признаков), Лян и др. [18] используют архитек-
туру трансформерного типа со смещенными окнами, 
Чжан и др. [19] расширяют подход [18] за счет использо-
вания сдвиговых сверток и ускоренного блока внимания, 
Чен и др. [20] предлагают трансформер с гибридным 
вниманием, сочетающий преимущества канального вни-
мания и трансформера со смещенными окнами, наконец, 
авторы недавней работы [21] добиваются существенного 
улучшения качества благодаря подавлению проблемы 
информационного «бутылочного горлышка», возникаю-
щей во многих методах сверхразрешения, за счет добав-
ления плотных остаточных соединений в архитектуру 
трансформерного типа со смещенными окнами. Все эти 
методы, хотя и достигают впечатляющего качества вос-
становления деталей на изображении, страдают от высо-
кой вычислительной сложности вследствие использова-
ния механизмов внимания. 

Описание алгоритма 

В этом разделе описываются набор данных с ис-
пользованием дуальных значений ISO/экспозиции и 
процедура сбора данных. Затем представлена предла-
гаемая СНС для улучшения изображений. Далее описа-
на специальная структура весов сверток, которая 
названа вложенными ядрами сверток. 

Для методов улучшения изображения, основанных 
на обучении с учителем, обучающий набор данных иг-
рает решающую роль в достижении хороших результа-
тов. В методах сверхразрешения широко используется 
подход, в рамках которого набор данных содержит 
изображения высокого качества (например, набор дан-
ных DIV2K [22]) в качестве эталонных данных и их ис-
кусственно искаженные версии в качестве входных дан-
ных низкого качества для модели. В качестве оператора 
искусственного ухудшения часто используется пониже-
ние разрешения с бикубическим фильтром. 

Такой подход может привести к тому, что СНС вы-
учивает оператор, обратный к используемому операто-
ру ухудшения качества, что не всегда является жела-
тельным результатом, особенно когда метод будет 
применен к реальным фотографиям, которые были де-
градированы за счет каких-то других (вообще говоря, 
неизвестных) механизмов деградации. 

С учетом этого, предлагается набор данных с ис-
пользованием дуальных значений ISO/экспозиции для 
улучшения качества изображения. Рис. 1 демонстриру-
ет общую структуру метода СНС-ВЯС. На первом этапе, 
с помощью приложения для ОС Android, собирается 
набор данных. Пара фотографий одной и той же сцены 
снимается с двумя настройками качества: (а) изображе-
ние высокого качества фотографируется с низким зна-
чением ISO и длительным временем экспозиции; (б) 
высокое значение ISO и короткое время экспозиции ис-

пользуются для съемки изображения низкого качества. 
Обе фотографии делаются в течение короткого отрезка 
времени, практически одновременно, в результате они 
изображают одну и ту же сцену с разным уровнем каче-
ства. Было собрано 370 пар фотографий в разрешении 
4K, на которых запечатлены люди на разных расстояни-
ях, как в помещении, так и на улице. Рис. 2 демонстри-
рует пример пары изображений из этого набора данных. 

Предлагаемая модель состоит из двух сиамских СНС 
типа UNet [11]: каждый из фрагментов изображений низ-
кого и высокого качества независимо обрабатывается 
одной и той же СНС для улучшения. Рис. 3 показывает 
структуру этой СНС. 

Результатом СНС для улучшения является четырех-
уровневая пирамида улучшенных изображения (точнее, 
фрагментов изображений). Кодирующая часть СНС для 
улучшения использует вложенные ядра сверток, за ис-
ключением первой свертки. В СНС используется актива-
ция типа ELU [23]. 

Предыдущие подходы, основанные на СНС, использо-
вали ядра сверток, которые во время обучения обновля-
лись независимо, что часто приводило к увеличению ем-
кости модели и делало ее склонной к переобучению, что 
снижало эффективность обработки незнакомых данных. 

 
Рисунок 1 – Структурная схема метода СНС-ВЯС 

Вместо того, чтобы поддерживать отдельные незави-
симые ядра сверток, в подходе СНС-ВЯС выделяется 
единый набор весов, размер которого соответствует 
размеру наибольшей свертки в кодирующей части СНС 
для улучшения. Каждой свертке в кодирующей части 
СНС (за исключением первой) присваивается подмно-
жество этого единого набора весов.  

Рис. 4 иллюстрирует концепцию вложенных ядер 
сверток на примере трех последовательных сверток 
размера K×K, которые преобразуют тензор признаков 
размера H×W×F (где H – высота, W – ширина, F – глуби-
на, т.е. количество каналов) в тензоры размеров 
H×W×2F, H×W×4F и H×W×8F. 

Наибольшая свертка имеет тензор весов ядра с раз-
мерами K×K×8F×4F, который выделяется методом СНС-
ВЯС и затем распределяется между всеми тремя сверт-
ками: первая получает подтензор размера K×K×2F×F, 
вторая получает подтензор размера K×K×4F×2F, третья 
получает весь тензор весов (получается вложенная 
структура,  напоминающая  матрешку).  Во  время обуче- 
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 а) б) в) 

Рисунок 2 – Пример парных изображений: (а) сцена для каждой фотографии; (б) фрагмент изображения низкого качества; 
(в) фрагмент изображения высокого качества 

 
Рисунок 3 – Предлагаемая архитектура СН 

 
Рисунок 4 – Иллюстрация концепции вложенных ядер 

сверток. (а) Последовательные карты признаков, созданные 
с помощью сверток размера K×K. (б) Отдельные ядра  

сверток в традиционном подходе. (в) Вложенные ядра свер-
ток (для удобства изображения, первые два измерения K×K 

объединены в одно с размером K2) 

 
Рисунок 5 – Пример фрактального самоподобия на есте-

ственном изображении, которое обрабатывается свертками 
с вложенными ядрами, что облегчает извлечение из изобра-

жения фрактальных признаков 
ния веса ядер сверток обновляются в соответствии с 
этим назначением. Это позволяет значительно расши-
рить рецептивное поле СНС без увеличения количества 
весов СНС, тем самым обеспечивая более широкий ви-
зуальный контекст для обработки изображений без рис-
ка переобучения. 

Еще одно преимущество применения вложенных 
ядер сверток заключается в том, что они обеспечивают 
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крупномасштабную согласованность деталей. Каждое 
вложенное ядро при обработке своего масштаба предо-
ставляет признаки, основанные на фрактальном само-
подобии, для следующего масштаба. Поскольку есте-
ственные изображения содержат много элементов, об-
ладающих свойством фрактального самоподобия [24] 
(см. рис. 5), это очень эффективные подсказки для по-
нимания естественного изображения. 

Таким образом, один и тот же набор весов ядер ста-
новится пригодным для обработки изображений разного 
масштаба.  

Благодаря использованию вложенных ядер сверток, 
СНС для улучшения содержит относительно небольшое 
количество обучаемых весов: 25,1 млн. Без использо-
вания вложенных ядер сверток та же архитектура со-
держит 53,5 млн обучаемых весов и при этом имеет 
рецептивное поле того же размера. 

Поступающая на вход СНС пара выравненных 
фрагментов изображений '

LP  и '
HP  обрабатываются 

сиамскими СНС для получения фрагментов '( )l
LP  и ( )l

HP . 
Многие предыдущие методы улучшения изображений, 
основанные на обучении, используют регрессию, кото-
рая обучается с помощью функции потерь в виде раз-
ницы между фрагментом '( )l

LP  и входным фрагментом 

высокого качества :HP  

'
R

, ,

1 ( , ) ( , , ),L H
i j k

D P P i j k
N

     

где ( , )D    – оператор разницы (например, 1),L  N  – 

размер фрагмента, , ,i j k  – пространственные и ка-
нальные индексы. Однако, такой подход склонен к со-
зданию артефактов в областях изображения хорошего 
качества.  

В методе СНС-ВЯС в дополнение к регрессионной 
функции потерь предлагается функция потерь на осно-
ве модулированного сохранения, которая определяется 
как 

' '

, ,

1 ( , ) ( , ) ( , , ),M L L H H
i j k

D P P D P P i j k
N

      

где   – поэлементное произведение. Эта функция по-
терь помогает сохранить изначально четкие детали 
изображения. Суммарная функция потерь для l -го 
уровня пирамиды фрагментов представляет собой сум-
му двух вышеописанных функций потерь: 

(1) (1) (1)
T R M .     

Обратное распространение ошибки из множителя 
'( , )L LD P P  функции потерь на основе модулированного 

сохранения блокируется (в противном случае, СНС мо-
жет обучиться сохранять входной фрагмент LP  неиз-
менным, что нежелательно), так что градиент суммар-
ной функций потерь по отношению к весам СНС Θ вы-
числяется следующим образом: 

( ) '( ) ( ) '( ) ( )
'( ) ( )( , ) ,

, .
( )

( )
l l l l l

l lT L H H H
L L

D P P D P P
D P P

  
  

  
  

В качестве оператора разницы ( , )D    используется 

как 1,L  так и перцептивная разница на основе СНС 

VGG [25]. 1L  вычисляется в цветовом пространстве 

YCbCr (в стандарте ITU-R BT.601). Функция потерь ( l)
T  

вычисляется на каждом уровне пирамиды фрагментов, 
поэтому полная функция потерь вычисляются следую-
щим образом: 
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где   – преобразование, соответствующее выходу 4-го 

слоя VGG-19, l  – индекс уровня пирамиды фрагмента 
изображения, lN  – размер изображения на l -м уровне 

пирамиды, fN  – количество элементов карты признаков 

на выходе из 4-го слоя VGG, , ,i j k  – пространственные 
и канальные индексы. Комбинация функций потерь ре-
грессии и модулированного сохранения обеспечивает 
выборочное улучшение областей изображения низкого 
качества без ущерба для областей хорошего качества за 
счет восстановления или «галлюцинирования» мелко-
зернистых деталей изображения. 

Результаты 

В этом разделе описываются детали реализации ме-
тода СНС-ВЯС, набор тестовых данных, показатели ка-
чества и сравнивается эффективность метода СНС-ВЯС 
с предыдущими методами улучшения изображений. 

Модель была реализована на основе библиотеки 
MXNet [26] и обучалась в течение 2300 эпох на графиче-
ском процессоре NVIDIA GeForce GTX 1080 Ti с разме-
ром пакета 8 и размером фрагмента 320×320 (фрагмен-
ты случайно вырезаются из обучающих изображений 
высокого разрешения), с использованием алгоритма 
Adam [27] со скоростью обучения 410   и 1 0.9,   

2 0.999.   Количество эпох было выбрано таким обра-
зом, чтобы обучение сходилось после этого числа. 

Было проведено несколько экспериментов, чтобы 
оценить предложенный метод, используя набор данных 
с дуальными значениями ISO/экспозиции для обучения и 
валидации. Для тестирования были выбраны изображе-
ния с разрешением более 1024×1024 из набора данных 
Helen Facial Feature Dataset [28], состоящего из портрет-
ных изображений, собранных с сайта Flickr, поскольку 
это наиболее релевантное подмножество с точки зрения 
решаемой задачи (улучшение деталей человеческого 
лица). Заметим, что тестовый набор никак не связан с 
обучающим набором (который был собран самостоя-
тельно, используя съемку на смартфон компании 
Samsung). 

Поскольку метод СНС-ВЯС осуществляет не только 
восстановление, но и «галлюцинирование» деталей на 
изображении низкого качества (т.е. прорисовывает их в 
областях, где детали изначально отсутствовали), эти 
«галлюцинированные» детали могут отличаться от ис-
тинных деталей соответствующего эталонного изобра-
жения высокого качества. Таким образом, метод СНС-
ВЯС не может  быть корректно  оценен с помощью  пока- 
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зателей качества изображения, основанных на сравне-
нии с эталоном (таких, как PSNR и SSIM). Вместо них 
используются хорошо зарекомендовавшие себя показа-
тели качества изображения без привязки к эталону: 
CPBD [29], BIQAA [30], WaDIQaM-NR [31] и BRISQUE 
[32]. CPDB – это необучаемый показатель, оцениваю-
щий только степень размытости изображения (без учета 
восприятия человеком), BIQAA – еще один необучае-
мый метод, который измеряет среднюю анизотропию 
изображения в качестве показателя качества, 
WaDIQaM-NR – показатель на основе СНС, обученной с 
использованием набора данных для оценки качества 
изображений, размеченного человеком, BRISQUE – ре-
грессор на основе метода опорных векторов, который 
использует статистики естественных сцен в качестве 
признаков и обучен на базе данных LIVE IQA [33]. 

Табл. 1 показывает результаты метода СНС-ВЯС в 
сравнении с предыдущими работами по улучшению 
изображений. Поскольку целью метода является улуч-
шение качества изображения за счет восстановления 
мельчайших деталей и сохранения нетронутыми уже 
детализированных областей, больше внимания уделя-
ется показателям, которые оценивают качество изобра-
жения с учетом субъективного мнения человека, то есть 
WaDIQaM и BRISQUE. Из таблицы видно, что метод 
СНС-ВЯС превосходит все предыдущие подходы с точ-
ки зрения показателя BRISQUE и большинство из них с 
точки зрения показателя WaDIQaM. CPDB и BIQAA из-
меряют такие характеристики, как размытость изобра-
жения и средняя анизотропия: Табл.1 показывает, что 
метод СНС-ВЯС улучшает эти свойства по сравнению с 
входными изображениями и превосходит большинство 
предыдущих подходов. 

Поскольку предлагаемое решение состоит из не-
скольких вкладов, было проведено три дополнительных 
эксперимента для следующих моделей: (1) без вложен-
ных ядер сверток и функции потерь на основе модули-
рованного сохранения (модель 1), (2) без вложенных 
ядер сверток (модель 2) и (3) полная модель СНС-ВЯС 
(модель 3). Рис. 6 демонстрирует результаты примене-
ния всех трех обученных моделей, в каждом ряду пред-
ставлено улучшение детализации различных аспектов 

изображения. Первые два ряда состоят из фрагментов 
одного изображения, сделанного с тем же разрешением 
и с помощью того же устройства, что и в обучающем 
наборе, в то время как вторые два ряда содержат фото-
графии из набора данных Helen Facial Feature Dataset. 
Рассматривая примеры областей изображения, на кото-
рых изображены волосы, т.е. первый и третий ряды  
на рисунке, можно увидеть, что модель 1 (рис. 6 в) и мо-
дель 2 (рис. 6 г), подчеркивают и без того резкие детали, 
делая их слишком четкими, но не создают деталей на 
гладких участках. В то же время, модель 3 (рис. 6 д) 
обеспечивает более согласованные пространственно-
протяженные мелкозернистые детали, чем модели 1 и 2, 
создавая их даже в таких зашумленных областях, кото-
рые не содержат никаких деталей на входном изображе-
нии.  

Что касается второго ряда, представляющего пример 
области изображения с тканью свитера, можно утвер-
ждать, что модель 1 делает полоски на свитере более 
заметными, модель 2 еще больше усиливает полоски 
ткани, но создает артефакты внутри них, в то время как 
модель 3 не создает таких артефактов и делает полоски 
достаточно различимыми. В последнем ряду представ-
лен пример результата улучшения в области изображе-
ния с человеческой кожей. Видно, что модель 1 и в этом 
случае подчеркивает существующие детали, модель 2 
делает это более тщательно, сглаживая многие детали, 
а модель 3 создает довольно реалистичную и четкую 
текстуру кожи. Согласно результатам, виден рост каче-
ства от модели 1 к модели 3. 

Табл. 1 содержит численные результаты метода 
СНС-ВЯС, полученные с помощью всех трех вышеопи-
санных моделей. Эти результаты могут быть интерпре-
тированы следующим образом: самая сложная обучае-
мая метрика WaDIQaM, которая измеряет общее каче-
ство изображения как средневзвешенную сумму каче-
ства фрагментов изображения, оцененных СНС, дает 
численные результаты, соответствующие качественным 
результатам (описанным выше). Таким образом, можно 
утверждать, что большая часть улучшений достигается 
за счет предлагаемых вкладов: вложенных ядер сверток 
и функции  потерь  на основе модулированного сохране- 

Таблица 1 – Результаты на подмножестве набора данных Helen Facial Feature Dataset [28]. Лучшие результаты выделены 
жирным шрифтом, второй лучший результат выделен подчеркиванием, результаты метода СНС-ВЯС выделены курсивом 

Метод Необучаемые метрики Обучаемые метрики 
CPDB↑ BIQAA↑ WaDIQaM↓ BRISQUE↓ 

Входные изображения 0.55 0.0015 44.6 28.1 
FEQE [3] 0.58 0.0023 39.4 26.3 
DPE [4] 0.58 0.0005 47.9 23.9 
DPED [5] 0.56 0.0010 42.0 34.3 
EDSR [1] 0.60 0.0023 42.9 24.4 
WDSR [2] 0.56 0.0015 45.4 29.1 
Метод СНС-ВЯС 0.58 0.0023 39.7 19.8 
Метод СНС-ВЯС (без вложенных ядер сверток) 0.53 0.0025 39.8 18.5 
Метод СНС-ВЯС (без вложенных ядер сверток, без ℒெ) 0.57 0.0026 40.5 16.4 
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 а) б) в) г) д) 

Рисунок 6 – Примеры результатов эксперимента по изучению влияния отдельных вкладов: (а) входные изображения, (б) 
фрагменты входных изображений, (в) фрагменты предсказанных изображений модели СНС-ВЯС без вложенных ядер сверток  
и функции потерь на основе модулированного сохранения (модель 1), (г) фрагменты предсказанных изображений модели СНС-
ВЯС без вложенных ядер сверток (модель 2), (д) фрагменты предсказанных изображений полной модели СНС-ВЯС (модель 3). 

Рекомендуется просматривать на 4K-дисплее с диагональю не менее 28 дюймов 

ния. Однако, не наблюдается такого явного прогресса в 
результатах оценки качества с помощью других показа-
телей, которые измеряют среднее качество по всему 
изображению. Эти показатели предназначены для из-
мерения конкретных свойств изображений (таких, как 
степень размытости или анизотропии), поэтому их ре-
зультаты не столь последовательны. Два из них – CPDB 
и BIQAA – основаны на простых эвристиках и не соот-
ветствуют человеческому восприятию, в то время как 
третий (BRISQUE) основан на регрессоре с использова-
нием метода опорных векторов, который является го-
раздо более простой моделью, чем WaDIQaM, основан-
ный на СНС. 

Рис. 7 и рис. 8 демонстрируют результаты улучше-
ния для нескольких изображений из набора данных 
Helen Facial Feature Dataset, предсказанные предыду-
щими подходами и моделью СНС-ВЯС. На этих рисун-
ках видно, что модель СНС-ВЯС обеспечивает более 
богатую детализацию изображения, чем предыдущие 
подходы: например, для кожи, волос, усов, ресниц. 

Заключение 

Представлены архитектура и метод обучения СНС 
для улучшения изображения. Используя некоторые 

идеи из предыдущих методов, предложены существен-
ные улучшения. Модель обучается на обширном и раз-
нообразном наборе данных, содержащем хорошо вы-
равненные пары изображений низкого и высокого каче-
ства, который был собран авторами. Кроме того, обуче-
ние с помощью функции потерь на основе модулирован-
ного сохранения обеспечивает выборочное улучшение 
областей низкого качества без ущерба для областей 
хорошего качества. Наконец, вложенные ядра сверток в 
кодирующей части СНС обеспечивают более широкий 
визуальный контекст для обработки изображения без 
риска переобучения, а также крупномасштабную согла-
сованность деталей. Эти улучшения позволяют превзой-
ти предыдущие результаты по набору показателей. Од-
нако, важным ограничением представленного метода 
является то, что он лучше всего работает для есте-
ственных изображений, обладающих свойством фрак-
тального самоподобия, в противном случае использова-
ние вложенных ядер сверток может привести к появле-
нию своеобразных артефактов. 
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Рисунок 7 – Сравнение результатов работы моделей улучшения изображений: FEQE [3], DPE [4], DPED [5]  
и модели СНС-ВЯС. Рекомендуется просматривать на 4K-дисплее с диагональю не менее 28 дюймов 
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Рисунок 8 – Сравнение результатов работы моделей улучшения изображений: EDSR [1], WDSR [2] и модели СНС-ВЯС.  

Рекомендуется просматривать на 4K-дисплее с диагональю не менее 28 дюймов 

сотрудничество, ценные обсуждения и поддержку в ходе выпол-
нения данного исследования. Их вклад значительно обогатил 
работу и способствовал достижению полученных результатов. 
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