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Описан порядок подготовки обучающих и тестовых данных, приве-
дены структуры глубокой сверточной нейронной сети и сети с архи-
тектурой Vision Transformer. Проведена их сравнительная оценка по 
точности классификации отметок объектов на радиолокационных 
изображениях набора MSTAR при различном уровне шума. Показано, что 
применение архитектуры Vision Transformer в рассматриваемой задаче 
не приводит к увеличению точности классификации даже при суще-
ственном изменении гиперпараметров. 
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TRANSFORMER ARCHITECTURE ACCURACY COMPARISON  
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Kupryashkin I.F. 
Training and test data preparing procedure is described, a structures of a deep convolutional neural network and a network with the 
Vision Transformer are given. Their accuracy in classifying MSTAR dataset radar images at different noise levels was compared. It 
is shown that the use of the Vision Transformer architecture in this task does not lead to an increase in classification accuracy even 
with a significant change in the hyperparameters. 
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Введение 

Вопросы обработки радиолокационных  
изображений (РЛИ) земной поверхности и объ- 
ектов с использованием технологий глубокого 
обучения продолжают вызывать значительный интерес 
и во многом уже достаточно хорошо проработаны [1-8]. 
Как правило, в числе наиболее перспективных 
инструментов для решения задачи классификации РЛИ 
объектов до недавнего времени рассматривались 
глубокие сверточные нейронные сети (ГСНС). 

Однако начиная с 2017 года, с момента публикации  
работы [9] активное развитие получили сети, осно- 
ванные на архитектуре Transformer, использующей ме- 
ханизмы внимания (self-attention). На начальном этапе  
новая архитектура продемонстрировала наиболее впе- 
чатляющие результаты в задачах обработки естествен- 
ного языка, и достаточно отметить, что все совре- 
менные большие языковые модели основаны именно на  
ней. Эти успехи вполне ожидаемо стимулировали при- 
менение архитектуры Transformer в других задачах, в  
том числе задачах компьютерного зрения. 

Одно из первых описаний эффективного варианта  
трансформера для обработки изображений приведено в  
[10]. Предложенная архитектура получила название  
Vision Transformer (ViT) и в настоящий момент сеть  
OmniVec [11], основанная на ViT, демонстрирует  
наилучшую точность (92,4 % Top-1 Accuracy) на наборе  
ImageNet. К настоящему времени уже известны различ- 
ные варианты реализации трансформеров для обра- 
ботки РЛИ [12-14], однако исследование их возможнос- 
тей при различном уровне шума на изображении не  
проводилось. 

В связи с этим сравнение возможностей ViT- 

архитектуры и ГСНС в задачах обработки радиолокаци- 
онных изображений представляет безусловный интерес,  
и целью настоящей работы является сравнение точно- 
сти классификации малоразмерных объектов на деталь- 
ных радиолокационных изображениях, достигаемой при  
использовании указанных архитектур, при различном  
уровне шума. 
Характеристика обучающих  
и тестовых наборов данных 

В [15] подробно описан порядок подготовки обуча- 
ющих и тестовых наборов данных, и в настоящей работе  
он является полностью аналогичным. Так же в качестве  
исходных данных использована открытая часть набора  
MSTAR [16], включающего радиолокационные изобра- 
жения X-диапазона десяти образцов военной техники с  
разрешением 0,3 м (рисунок 1). 

Весь имеющийся набор изображений разбит на обу- 
чающий (1923 изображения, угол визирования при съем- 
ке 17 градусов), проверочный (891 изображение, угол  
визирования 17 градусов) и тестовый (2503 изображе- 
ния, угол визирования 15 градусов) наборы. 

Каждое изображение набора MSTAR хранится в 
отдельном файле в форме двумерного массива ком- 
плексных отсчетов .I  Предварительная обработка этих  
изображений включает подавление фона местности  
вблизи отметок объектов, понижение размерности изоб- 
ражений до 44×44 отсчетов, добавление аддитивного  
гауссовского шума для имитации  воздействия  шумовой 
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Рисунок 1 – Радиолокационные изображения объектов набора MSTAR 

 
Рисунок 2 – Примеры изображений обучающих наборов 

помехи на РЛС, пространственную фильтрацию и пре- 
образование в целочисленный беззнаковый восьмибит- 
ный формат [15, 17]. 

Сформированы два одинаковых набора изображе- 
ний, отличающихся только средним уровнем шумовой  
помехи. В первом наборе уровень шума выбирался та- 
ким, чтобы отношение среднего уровня отметок объек- 
тов к среднему уровню помехи на изображении соста- 
вило 20q   дБ, во втором наборе – 10q   дБ. Приме- 
ры изображений приведены на рисунке 2. 

Архитектура нейронных сетей  
и результаты их обучения 

В качестве инструмента для разработки и обучения  
сетей использовался фреймворк TensorFlow 2.0 и биб- 
лиотека Keras [18].  

Для сверточной сети использовалась архитектура  
VGG-типа [19], включающая четыре пары сверточных  
слоев с одинаковыми ядрами 3×3, единичным шагом  
свертки и количеством фильтров 32, 64, 128 и 256 в  
каждой паре соответственно. После каждой пары вклю- 
чены слои подвыборок 2×2. Классификатор включает  
полносвязный входной слой на 4096 входов и 256 выхо- 
дов, слой 50-процентного прореживания и выходной  
полносвязный слой с 10 выходами по числу классов  
объектов. В качестве функции активации сверточных  
слоев и входного слоя классификатора используется  
ReLU. Размерность входного слоя составляла 128×128  
отсчетов. Количество настраиваемых параметров сети  
составило 2’223’082. Архитектура сверточной сети  
представлена на рисунок 3,а. 

Архитектура трансформера включает входной слой с  
размерностью 128×128, к которому подключен слой,  

обеспечивающий преобразование входного изображе- 
ния в последовательность его фрагментов (patches).  
Длина последовательности определяется исходя из  
заданной размерности фрагмента, так, при заданной в  
рассматриваемом случае размерности отдельного  
фрагмента 32×32 отсчета их количество составляет 16. 

Далее каждый фрагмент преобразуется в одномер- 
ный вектор длиной 1024 элемента, и подается на пози- 
ционный кодировщик (patch encoder), включающий пол- 
носвязный слой и слой кодирования позиции (эм- 
беддинга). Входом полносвязного слоя является соб- 
ственно вектор, входом слоя эмбеддинга – номер соот- 
ветствующего фрагмента в поступающей последова- 
тельности. Сумма их выходов является общим выходом  
позиционного кодировщика. Размерность выхода явля- 
ется гиперпараметром сети, в данном случае ее значе- 
ние задавалось равным 128. 

Закодированная последовательность фрагментов  
изображения поступает на стек из восьми одинаковых  
блоков трансформера. Каждый блок трансформера  
включает слой нормализации, слой многоголового вни- 
мания (с размерностью векторов запроса, ключа и зна- 
чения, равной 96, и четырьмя «головами» внимания),  
полносвязные слои с 10-и процентным прореживанием.  
Количество полносвязных слоев составляет 16 и опре- 
деляется длиной последовательности, в каждом из них  
осуществляется обработка отдельных кодированных  
векторов последовательности независимо друг от друга.  
В качестве функции активации полносвязных слоев  
применяется geLU [20]. 

Выходом стека блоков трансформера является  
последовательность из 16 векторов с длиной 128 эле- 
ментов каждый, которая перед подачей на вход полно- 
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связного классификатора преобразуется в единый век- 
тор длиной 2048. Классификатор включает входной  
полносвязный слой на 2048 входов и 256 выходов с  
функцией активации geLU, слой 50-процентного проре- 
живания и выходной полносвязный слой с 10 выходами  
по числу классов объектов с функцией активации  
softmax. 

Гиперпараметры трансформера выбирались таким  
образом, чтобы общее количество настраиваемых па- 
раметров (обучаемых весов), равное 2’379’914, пример- 
но соответствовало количеству настраиваемых весов  
сверточной нейросети (2’223’082) для обеспечения воз- 
можности объективного сравнения получаемых резуль- 
татов. Архитектура трансформера представлена на ри- 
сунке 3,б. 

Условия обучения сверточной сети и трансформера  
являются одинаковыми. В качестве оптимизатора ис- 
пользуется адаптивный алгоритм Adam с параметром  
скорости обучения 10-4, обучение осуществляется в  
течение четырехсот (для наборов с 20q   дБ) и ше- 

стисот (для наборов с 10q   дБ) эпох пакетами по 64  
изображения. В качестве функции потерь применена  
перекрестная энтропия [21]. Общее время обучения с  
использованием GPU (GeForce GTX1650) составляет  
примерно 27 минут ( 20q   дБ, 400 эпох) и 40 минут 

( 10q   дБ, 600 эпох) как для сверточной сети, так и для 

трансформера, т.е. около четырех секунд на эпоху во  
всех случаях. В качестве дополнительного приема  
предотвращения переобучения применяется расшире- 
ние данных (augmentation) путем смещения каждого  
изображения обучающего набора по вертикали и гори- 
зонтали на случайное число пикселей от одного до пяти.  
Этот же прием при подаче изображений валидационного  
и тестового наборов не применялся. Перед подачей на  
вход нейронной сети целочисленные значения диапазо- 
на [0; 255] преобразуются в вещественные диапазона  
[0; 1] путем деления на 255. 

Ход процесса обучения на наборе с 20q   дБ  
иллюстрируют зависимости функции потерь и точности  
классификации на рисунке 4, на наборе с 10q   дБ –  
аналогичные зависимости на рисунке 5. 

На тестовом наборе с 20q   дБ сверточная сеть  
продемонстрировала точность 97,84 %, а трансфор- 
мер – 95,43 %. Полученная оценка точности трансфор- 
мера хорошо согласуется с результатами 95,96 % и  
95,61 %, полученными в [13] и [14] соответственно при  
сходных, хотя и не полностью аналогичных, условиях  
обучения. На наборе с 10q   дБ результат составил  
95,59 % и 92,79 % соответственно. То есть трансформер  
с сопоставимым количеством весов на обоих наборах  
продемонстрировал несколько худшие результаты. Кро- 
ме того, из анализа зависимостей на рисунках 4 и 5 сле- 
дует, что сверточная сеть характеризуется еще  и  более 

 
 а) б) 

Рисунок 3 – Архитектура сверточной нейросети (а) и трансформера (б) 
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Рисунок 4 – Ход процесса обучения сверточной (а) сети и трансформера (б) при q = 20 дБ 

 
 а) б) 

Рисунок 5 – Ход процесса обучения сверточной (а) сети и трансформера (б) при q = 10 дБ 

высокой скоростью обучения (скоростью изменения  
точности и потерь). Можно также отметить несколько  
лучшую стабильность процесса обучения обоих сетей  
на наборе с 10q   дБ, что обусловлено, по всей  
видимости, регуляризирующим эффектом шумовой по- 
мехи. Особенность зависимостей, состоящая в более  
быстром нарастании точности не на обучающем, а на  
валидационном (проверочном) наборе, обусловлена 
отсутствием случайных сдвигов изображений послед- 
него при подаче на вход сети. 

Для оценки влияния гиперпараметров трансфор- 
мера на получаемые результаты были обучены и про- 
тестированы еще два его варианта, кратно отличающи- 
еся количеством настраиваемых параметров от описан- 
ного выше. 

В первом случае размерность фрагментов была 
увеличена с 32×32 до 64×64, то есть длина обраба- 
тываемой последовательности уменьшилась с 16-ти до  
четырех, размерность слоев позиционного кодировщика  
снижена со 128-ти до 64-х, количество блоков транс- 
формера уменьшено с восьми до четырех. Количество  
«голов» внимания не изменилось и осталось равным  
четырем, однако размерность векторов запроса, ключа  
и значения снижена с 96-ти до 64-х. Общее количество 
настраиваемых параметров этого варианта трансфор- 
мера составило 614’090, то есть уменьшилось практи- 

чески в четыре раза. Ход процесса обучения на наборе с 
20q   дБ иллюстрируют зависимости функции потерь и  

точности классификации на рисунке 6,а. Точность на  
тестовом наборе составила 91,79 %. 

Во втором случае размерности фрагментов и слоев  
позиционного кодировщика не изменялись и составили  
32×32 и 128 соответственно. Количество блоков транс- 
формера увеличено с восьми до 16-ти. Количество «гол- 
ов» внимания увеличено с четырех до восьми, размер- 
ность векторов запроса, ключа и значения увеличена с  
96-ти до 128-ти. Общее количество настраиваемых па- 
раметров этого варианта сети составило 9’372’810, то  
есть увеличилось практически в четыре раза. Ход про- 
цесса обучения на наборе с 20q   дБ иллюстрируют  
зависимости на рисунке 6,б. Точность на тестовом набо- 
ре составила 95,03 %. 

Заключение 

Таким образом, сравнение результатов классифи- 
кации радиолокационных изображений набора MSTAR  
классической сверточной нейронной сетью VGG-типа и  
сетью с ViT-архитектурой продемонстрировало более  
низкое качество работы последней во всех случаях. При  
этом как четырехкратное увеличение, так и четырех- 
кратное уменьшение количества настраиваемых пара- 
метров  (обучаемых  весов)  трансформера не привело к 



Цифровая Обработка Сигналов №1/2025 

 
 

21

 
 а) б) 

Рисунок 6 – Ход процесса обучения сетей-трансформеров с уменьшенным до 614’090 (а)  
и увеличенным до 9’372’810 (б) количеством настраиваемых параметро 

увеличению точности классификации по сравнению с  
исходным вариантом, сопоставимым по количеству ве- 
сов со сверточной сетью. Сверточная сеть также про- 
демонстрировала несколько более высокую скорость  
обучения. 

Полученный результат, разумеется, не свидетельст- 
вует о более низком качестве работы трансформеров в  
задаче классификации радиолокационных изображений  
вообще. Но, по всей видимости, раскрытие преиму- 
ществ ViT-архитектуры по сравнению со сверточной  
сетью, как и в случае оптических изображений, возмож- 
но при использовании датасетов с существенно боль- 
шим количеством и разнообразием примеров по срав- 
нению с хорошо сбалансированным, однородным и от- 
носительно небольшим базовым набором MSTAR. 
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